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Wahrscheinlichkeitsmaschinen: Konsistente maschinelle

Lernverfahren zum Schatzen bedingter Wahrscheinlichkeiten

Einleitung

In der vorliegenden Niederschrift werden maschinelle Verfahren flr das Schéatzen bedingter
Wahrscheinlichkeiten beschrieben: Wahrscheinlichkeitsmaschinen (eng. ,,Probability machi-
nes“). Als parametrisches Standardverfahren wird haufig die logistische Regression mit recht
strengen und oft ignorierten Annahmen verwendet. Eine Alternative hierzu bieten maschinelle
Verfahren, die in groBem Mafe im Bereich der Klassifikation und nicht fiir die Schatzung von
Wahrscheinlichkeiten genutzt werden. Der zentrale Gedanke dieser Arbeit beruht darauf, die
Wabhrscheinlichkeitsschatzung als ein nichtparametrisches Schatzproblem anzusehen.

Zu Anfang der Niederschrift soll auf die Unterschiede zwischen der Klassifikation und der
Wahrscheinlichkeitsschatzung eingegangen werden. Tabelle 1 zeigt die Unterschiede der Klas-
sifikation zur Schatzung von Wahrscheinlichkeiten in den verschiedenen Anwendungsgebieten.
Im Bereich der Diagnose verschiebt sich die Fragstellung von der reinen Bestimmung des
Krankheitsstatus zu der Eintrittswahrscheinlichkeit fur eine Person krank zu sein. Im Gegensatz
zu der Klassifikation stellt sich hier die Frage, mit welcher Wahrscheinlichkeit ein Patient von
einer Krankheit betroffen ist. Daher stellt sich nicht die Frage nach dem reinen Krankheitsstatus,

krank oder gesund, sondern nach der Wahrscheinlichkeit krank zu sein.

Warum ist die Wahrscheinlichkeitsschatzung vorzuziehen? Zum einen liegt der Klassifizierung
héaufig eine Wahrscheinlichkeitsschatzung inne, daher werden Wahrscheinlichkeiten berechnet,
die dann Uber eine Entscheidungsregel in eine Klassifizierung des Patienten nach zum Beispiel
gesund oder krank umgewandelt werden. Dadurch kommt es zu einem Verlust an Information,
die genutzt werden koénnen. Es tritt das Problem der Dichotomizierung auf. Patienten, die Nahe
an der Entscheidungsgrenze liegen, konnen durch leichte Anderungen der gemessen Variablen
in die eine oder andre Klasse, gesund oder krank, fallen. In diesem Fall ist die Wahrscheinlich-

keit mit mehr Informationen versehen.



Tabelle 1 Unterschiede zwischen der Klassifikation und der Wahrscheinlichkeitsschat-

zung in unterschiedlichen Anwendungsgebieten.

Thema Klassifikation Wahrscheinlichkeitsschétzung

Diagnose Ist die Person erkrankt? Wie hoch ist die Wahrscheinlichkeit, dass
die Person erkrankt ist?

Prognose Wird die Person in einem Wie hoch ist die Wahrscheinlichkeit, dass
Jahr erkrankt sein? die Person in einem Jahr erkrankt ist?

Therapie Wird die Behandlung beim  Wie hoch ist die Wahrscheinlichkeit, dass
Patienten anschlagen? die Behandlung beim Patienten anschlagt?

Wettervorhersage Wird es morgen regnen? Wie hoch ist die Regenwahrscheinlichkeit

flir morgen?

Kreditbewertung ~ Wird der Kunde den Kredit  Mit welcher Wahrscheinlichkeit wird der
zurtickzahlen? Kunde den Kredit zurtickzahlen?

Das Standardverfahren: logistische Regression

Als ein Standardverfahren fiir die Wahrscheinlichkeitsschatzung wird hdufig die logistische
Regression und verwandte Methoden als parametrisches Verfahren verwendet. Vereinfacht wird
dabei die kategoriale Zielvariable ber eine logit-Funktion in eine stetige Zielvariable [0,1]
umgewandelt. Ein Nachteil der logistischen Regression sind die teilweise strengen Annahmen.
Zum einen missen alle Variablen im Model korrekt spezifiziert, alle Interaktionen zwischen den
Variablen bericksichtigt und schlussendlich das gesamte Model korrekt eingeben werden. Dies
ist bei einem kleinen Datensatz mit wenigen Variablen noch machbar, ist jedoch bei genomwei-

ten Assoziationsstudien begrenzt bis unmadglich.
Die Alternative: nichtparametrische Verfahren

Die vorrausgehend beschriebenen Nachteile der logistischen Regression und verwandten Me-
thoden kénnen zu verzerrten Schatzern oder einer schlechten bis falschen VVorhersage der Wahr-
scheinlichkeiten fiihren. Im ungiinstigsten Fall konvergiert das logistische Model nicht und eine

Wahrscheinlichkeitsschatzung ist nicht moglich. Eine Losung stellt das maschinelle Lernen als



ein nichtparametrisches Verfahren dar. Nichtparametrische Verfahren oder ,,verteilungsfreie
Verfahren* unterschieden sich von parametrischen Verfahren, wie die logistische Regression,
dadurch, dass die Modelstruktur oder Parameter nicht a priori festgelegt sind sondern aus den

Daten ermittelt werden.

Im Folgenden wird die Wahrscheinlichkeitsschatzung unter Zuhilfenahme maschineller Lern-
verfahren beschrieben. Dabei bieten maschinelle Verfahren alle Vorteile eines nichtparametri-
schen Modells. Es werden keine Verteilungsannahmen an die Variablen gestellt und die Anzahl
der potenziellen Variablen ist ebenfalls unbegrenzt. Schlussendlich muss kein Startmodell defi-
niert werden um mit der Analyse zu beginnen. In allen in dieser Niederschrift vorgestellten Si-
mulationsstudien und Anwendungen wird immer zwischen einem Trainingsdatensatz und einem
Testdatensatz unterschieden. Dabei wird auf dem Trainingsdatensatz das Model aufgebaut und
an dem Testdatensatz die Giite der Schatzung bewertet. Sollten keine externe oder temporale
Validierungsdatensatze vorliegen, wird meist der vorliegende Datensatz in einem Verhaltnis 2:1

in Training- und Testdaten aufgeteilt.

Auf dem Gebiet des maschinellen Lernens gibt es eine Breite an entwickelten Maschinen. In
dieser Niederschrift stehen Zufallswalder im Fokus der Analysen. Bevor auf die Zufallswélder
néher eingegangen wird, soll die Konsistenz von maschinellen Lehrverfahren im Allgemeinen

und im speziellen fur Zufallswélder betrachtet werden.
Konsistenz maschineller Lernverfahren

Die Konsistenz stellt die minimale Forderung an Schatzfunktionen dar. Mit steigender Fallzahl
soll der Schétzer des Parameters sich dem wahren Wert annéhern. Im Idealfall ist bei unendlich
grolRer Fallzahl der Schatzer gleich dem wahren Parameter. Man unterscheidet zwischen schwa-
cher Konsistenz wie beschrieben, der starken Konsistenz und quadratischer Konsistenz. Im Fol-
genden wird die Konvergenz fir die Zufallswélder dargestellt auf denen der Fokus der nachfol-

genden Publikationen liegt.

Im Folgenden soll eine Stichprobe von n Individuen mit einer dichotomen abhéngigen Variab-
len y; = 1, wenn die Person erkrankt ist und 3; = 0 wenn die Person gesund ist, betrachtet wer-
den. Die Kovariablen der Person i werden mit x; bezeichnet. Weiter soll die Wahrscheinlichkeit

P(y; = 1|x;) geben der Variablen x geschétzt werden. Dabei gilt fiir 7°(y;) das



1 wenn Person erkrankt ist
P(y:) = { 1)

0 anderseits

Da gilt das p(x;) = P(y; = 1|x;) = E(y; = 1]x;) ist, ist das Problem der Wahrscheinlichkeits-
schatzung identisch mit dem Schatzproblem der nichtparametrischen Regression
f(x) = E(y|x). Daher wird jede Maschine, die gute Ergebnisse beim L&sen des nichtparamet-
rischen Schétzproblems f(x) liefert auch gute Ergebnisse bei der Schétzung der bedingten
Wahrscheinlichkeit p(x;) liefern. Allgemeiner gesprochen ist die Schétzung einer nichtparamet-

rischen Regression f(x) konsistent, wenn der mittlere quadratische Fehler zu null konvergiert,

daher wenn lim F (,f(xi) - f(xi))ggilt.

n—0oC

Im Folgenden wird die Konsistenz von Zufallswéldern néher betrachtet. Insbesondere bei gro-
Ren Datensétzen, wo die Anzahl der Variablen x sehr viel groiier ist als n, wie bei genomweiten
Assoziationsstudien, ist es wichtig ein sparsames Model zu schétzen. Das heifit ein Model zu
schatzen, welches nur die bedeutenden Variablen S — daher die informativen und nicht null
enthaltenden — einschlieft. Die Konvergenzgeschwindigkeit in Zufallswaldern hangt nur von
der Anzahl der bedeutenden Variablen S ab und nicht von der Dimension von x. Unter der An-

nahme die informativen Variablen schnell zu erkennen, liegt die Konvergenzgeschwindigkeit

—0.75

bei n s leg2+0.75, Daraus ergibt sich, dass die Konvergenzrate strikt schneller ist als die gebrauch-
liche Minimaxrate. Dies gilt sobald S < [0.54x] ist, wobei || den Integer Teil der Funktion
beschreibt mit = = % Zufallswalder lassen sich daher sparsam und konsistent zum Schétzen

von bedingten Wahrscheinlichkeiten einsetzen.
Zufallswalder

Zufallswilder (eng. ,,Random Forests®) wurden Anfang des Jahrhunderts aus der CART Me-
thode (eng. CLassification and Regresssion Trees) entwickelt. Es zeigte sich, dass ein Ensem-
ble von einzelnen Baumen (,,Wald*) einen groBen Zugewinn an Genauigkeit in der VVorhersage
brachte. Ein weiterer Wichtiger Aspekt ist der Zufall bei der Generierung der einzelnen Baume,
hierbei spielt zweifach der Zufall eine Rolle. Zum einen werden auf der Ebene der Individuen
zufallig Personen ausgewahlt mit denen die Baume generiert werden. Dieses Durchmischen der
Personen und zufélligem Ziehen mit Zuriicklegen, wird als Bagging bezeichnet, eine implizite

Ensemble-Methode. Das Wort Bagging ist ein Akronym fur Bootstrap Aggregating. Zum ande-



ren werden auf der Ebene der Variablen zuféllig einige Variablen ausgewahlt um einen Baum
aufzubauen. Daher setzt sich der Name Zufallswald aus dem Ensemble von einzelnen Bdumen
(,,Wald) und dem zufilligen Ziehen (,,Zufall*) von Personen und Variablen fiir die Genierung

einzelner Baume zusammen.

Im Weiteren werden Zufallswalder noch in zwei Kategorien anhand ihrer Regeln zum Verzwei-
gen der einzelnen B&ume in einem Wald unterschieden. Das Ziel einer Verzweigung ist immer
moglichste reine Tochterknoten zu erhalten. In einem optimalen Fall befinden sich in den Toch-
terknoten nach einer Verzweigung nur Kranke oder Gesunde. Dabei wird je Verzweigung ein
Gutemal berechnet, welches die Reinheit der Folgeknoten misst und die Bedeutsamkeit der fir
die Verzweigung herangezogenen Variable misst. Hierbei unterschiedet man zwischen Klassifi-
kation Zufallswaélder, die den Gini Index als Maf3zahl nutzen und die Regression Zufallswalder,
die die Verringerung des MSE (eng. ,,mean square error) fiir die Verzweigung berticksichti-

gen.

Wie funktioniert das Schéatzen von Wahrscheinlichkeiten in Zufallswaldern? Im Zweiklassen-
fall, Patient erkrankt [1] oder Patient gesund [0], wird das Verhaltnis der Einsen im Terminal-
knoten bestimmt und Uber alle Baume des Ensembles gemittelt, als Wahrscheinlichkeit erkrankt
zu sein, wiedergeben. Dabei ist von Bedeutung wie viele Personen schlussendlich in einen Ter-
minalknoten fallen. Daher sollte die GroRe der Terminalknoten an den Trainingsdaten optimiert

werden. In dieser Niederschrift wird sich auf den Zweiklassenfall konzentriert.
Random Jungle: Eine Implementierung von Zufallswaldern

Im Rahmen der vorliegenden Arbeit wurde die Implementierung der Zufallswalder, Random
Jungle um eine bedeutende Option erweitert. Die Implementierung Random Jungle zeichnet
sich zum einen durch den sparsamen Speicherverbrauch und der schnellen Rechenleistung
durch Parallelisierung der Rechenprozesse aus. Uberdies wurde ein generelles Rahmenwerk fiir
die weitere Integrierung von Varianten von Zufallwéldern geschaffen. Als eine zuséatzliche Op-
tion wurde die in folgenden Publikationen diskutierte bedingte Wahrscheinlichkeitsschatzung in
Random Jungle intrigiert. Dadurch ist es mdglich die Wahrscheinlichkeiten aus Zufallswaldern
auch in sehr groRen Datensatzen zu schatzen und das volle Rahmenwerk von Random Jungle zu

nutzen.



Probability machines: consistent probability estimation using
nonparametric learning machines

Malley, J. D., Kruppa, J., Dasgupta, A., Malley, K. G. und Ziegler, A. (2012) Probability
machines: consistent probability estimation using nonparametric learning machines.
Methods Inf Med 51, 74-81.

Methoden

Im Rahmen zweier Simulationsstudien mit Fall/Kontrollstatus wurden in zum einen verschiede-
ne maschinelle Verfahren untereinander und gegen die logistische Regression, als Standardver-
fahren, verglichen. Zum einen wurden Zufallswélder (Klassifikation und Regression), k néchste
Nachbarn, bagged nachste Nachbarn, der LogitBoost und die logistische Regression auf zwei
simulierte Datensdtze angewandt: dem Mease-Model, einem zweidimensionalen Kreismodel
und dem Sonar-Model. AbschlieRend wurden alle Methoden auf zwei klinische Datensatze an-
gewandt: die Diagnose von Appendicitis und den Diabetes Status von Pima Indianern. Die Vor-
hersageglite wurde anhand ROC-Kurven (eng. ,,receiver operating characteristic*), der AUC
(eng. ,,area under the curve®), dem MSE (eng. ,,mean square error), dem Brier Score und
Hosmer-Lemeshow Abbildungen bewertet. Abschlieend wurde die Konsistenz von maschinel-

len Lernverfahren beim Schétzen von bedingten Wahrscheinlichkeiten beschrieben.
Ergebnisse

In beiden Simulationsstudien zeigten die nichste Nachbarn Klassifikation, sowie die Zufalls-
walder sehr gute Ergebnisse bei Schétzen der bedingten Wahrscheinlichkeiten. Abbildung 1
zeigt die Effizienz der Methoden beim Schéatzen der Wahrscheinlichkeiten fiir das Mease-
Model. Die logistische Regression und der LogitBoost konnten keine guten Ergebnisse bei der
Wahrscheinlichkeitsschatzung liefern. Ebenso waren die Brier Scores und die AUC Werte flr
die Zufallswalder weit besser als fur die logistische Regression und dem LogitBoost. Es zeigte
sich, dass die Regression Zufallswalder eine geringere Streuung zeigten als die Klassifikation
Zufallswalder. Angewandt auf die klinischen Daten zeigte sich der Zufallswald als beste Me-

thode zum Schétzen der Wahrscheinlichkeit zu erkranken, dargestellt in Tabelle 2.
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Abblidung 1 Vorhergesagte (eng. ,,Prediction*) gegen wahre Wahrscheinlichkeit (eng. ,,True
probability*) in dem Mease Model fiir alle sechs angewandten Methoden unter Verwendung der
Testdaten. b-NN: bagged néchste Nachbarn, classRF: Klassifikation Zufallswald, k-NN: k
nachste Nachbarn, lboost: LogitBoost, logreg: Logistische Regression, regRF: Regression Zu-

fallswald.

Dabei schnitt der Zufallswald in beiden Diagnosedaten ahnlich gut ab. Die Regression Zufalls-
walder liefern zusammen mit den néchste Nachbarn Methoden die besten Brier Scores und die
besten AUC Werte. Im Weiteren zeigten die Hosmer-Lemeshow Abbildungen eine sehr gute
Streuung der Wahrscheinlichkeitsschatzung fir grofRe und kleine Wahrscheinlichkeiten insbe-
sondere bei den Zufallswéldern. Dabei zeigte sich das Klassifikation Zufallswélder leicht
schlechtere Wahrscheinlichkeitsschatzungen im Vergleich zu den Regression Zufallswaldern
liefern. Als ein weiteres Ergebnis stellte sich heraus, dass die Methoden teilweise sehr lange fir
das Schétzen der bedingten Wahrscheinlichkeiten bendétigten. Hieraus ergab sich die Frage, ob
es eine schnellere und bessere Implementierung der Maschinen, als in der angewandten Umge-
bung, gibt. Insbesondere im Bezug auf die Zufallswalder, die einen groRen Speicherbedarf auf-

gezeigt hatten.



Table 2

95% bootstrap Konfidenzinterval (in Klammern) fir den Appendicitis und den Pima Indian

Flache unter der ROC Kurve (AUC), Brier Score, und nicht parametrisches

diabetes Datensatz.

Appendicitis Daten

Pima Indian diabetes Daten

AUC Brier score AUC Brier score

AN 0.847 0.102 0.819 0.180
(0.672-1.000)  (0.066—0.145)  (0.779-0.858)  (0.167 —0.197)

R E 0.931 0.075 0.952 0.163
class (0.846-0.900)  (0.038-0.121)  (0.853-0913)  (0.147-0.184)

boost 0.976 0.043 0.863 0.173
(0.928-0.900)  (0.023-0.073)  (0.825-0.897)  (0.155-0.198)

oare 0.853 0.088 0.839 0.160
99 (0672-0900)  (0.050-0.136)  (0.802-0.875)  (0.145-0.181)

AN 0.844 0.106 0.843 0.182
i (0.694—0969)  (0.066—0.149)  (0.777—-0.855)  (0.168—0.199)

97 061 971 1
regRF 0.976 0.06 0.9 0.163

(0.934 — 0.982)

(0.037 — 0.088)

(0.862 — 0.919)

(0.151 — 0.179)

Schlussfolgerung

In der Publikation wird in zwei Simulationsstudien mit Fall/Kontrollstatus und zwei Kleinen
Beispieldaten fur klinische Diagnosestudien die konsistente Schatzung von Wahrscheinlichkei-
ten gezeigt. Der zentrale Gedanke der Niederschrift, dass das Schétzen der Wahrscheinlichkei-
ten durch maschinelle Lernverfahren als ein Problem des Schétzens von Wahrscheinlichkeiten
durch nichtparametrische Verfahren angesehen werden kann, wird erlautert. In den Simulations-
studien und der Auswertung der klinischen Datensétzen stellen sich Zufallswélder als eine kon-
sistente und effiziente Moglichkeit heraus bedingte Wahrscheinlichkeiten zu schatzen. Im Be-
sonderen zeigte der Regression Zufallswald eine bessere Wahrscheinlichkeitsschatzung als der
Klassifikation Zufallswald. In der folgenden Publikation werden daher verschiedene Implemen-
tierungen von Zufallswéldern betrachtet, mit dem Ziel die Ergebnisse dieser Veroffentlichung
auch auf groRRere Daten, wie genomweiten Assoziationsstudien, effizient und speicherschonend

anzuwenden.



Overview of Random Forest methodology and practical
guidance with emphasis on computational biology and

bioinformatics

Boulesteix, A.-L., Janitza, S., Kruppa, J. und Kénig I. R. (2012) Overview of Random Forest
methodology and practical guidance with emphasis on computational biology and
bioinformatics. WIREs Data Mining Knowl Discov 2, 493-507.

Methoden

In der vorherigen Publikation wurden Zufallswalder als eine effiziente Methode zum Schétzen
bedingter Wahrscheinlichkeiten beschrieben. In der vorliegenden Ubersichtsarbeit werden ver-
schiedene Implementierungen von Zufallswéldern beschrieben und die unterschiedlichen Para-
meter und Limitierungen von Zufallswaldern diskutiert und n&her erldutert. Im Besonderen wird
der Algorithmus des Zufallswaldes beschrieben und erlautert. Uberdies wird eine praktische
Anleitung gegeben flr die Wahl der Parameter in einem Zufallswald. Eine ausfuhrliche Bespre-
chung der Implementierungen zeigt die Vorteile und Nachteile einzelner Programme auf und
gibt abschlieBend Empfehlungen fur zwei Implementierungen. Zwei Beispiele fiir die Anwen-
dung mit Beispielcode von Zufallswaldern runden diesen Uberblick ab. In einer Literaturiiber-
sicht wird auf die bisherigen Anwendungen von Zufallswaldern eingegangen und das breite

Anwendungsgebiet beschrieben.
Ergebnisse

Zufallswalder werden in einem breiten Spektrum der Wissenschaft angewandt: von der Bioin-
formatik Uber biomedizinischen Anwendungen zu genomweiten Studien und Expressionsstudi-
en bis hin zu 6kologischen Fragestellungen. Dennoch werden bis heute Zufallswalder zu groRen
Teilen fast ausschlieflich auf dem Gebiet der Klassifikation genutzt. Insbesondere die Erweite-
rung der Zufallswélder auf dem Gebiet der Wahrscheinlichkeitsschitzung war theoretisch mog-
lich, zeigte aber Limitierungen und verzerrte Schétzer. Probleme des Algorithmus, wie fehlende
Werte, lassen sich durch importieren von Werten l6sen. Stark korrelierte Einflussvariablen las-
sen sich durch bedingte Bedeutsamkeitsmalle gewichten und so deren verzerrende Einfluss auf

Schétzer verringern.



Zufallswalder werden durch verschiedene Parameter gesteuert. Zum einen die Anzahl an zu
wachsenden Baumen, diese sollte je grofRer sein, desto mehr Variablen in den Daten vorhanden
sind. Die Grof3e der Terminalknoten ist im Besonderen bei der Wahrscheinlichkeitsschatzung
von Bedeutung und sollte an den Trainingsdaten optimiert werden. Ebenso die Anzahl an aus-
gewahlten Variablen je Verzweigung sollte optimiert sein. Abschliefend kdnnen stark nicht
balancierte Daten zu verzerrten Schétzern fiihren, dies kann {ber Upsampling und/oder
Downsampling Methoden behoben werden. In Tabelle 2 sind aktuelle Implementierungen von
Zufallswaldern dargestellt.

Tabelle 3 Uberblick tiber Implementierungen von Zufallswaldern. Nur RF: driickt aus ob
das Programm nur fiir Zufallswalder geschrieben wurde (ja) oder Teil eines grofieren Software-
paketes ist (nein). MT: Paralleles Rechnen mdglich.

Name Nur RF MT  System Code

ALGLIB Nein Nein  Win/Unix C++

cforest function Nein Ja All C++/S
FastRandomForest Ja Ja All® Java
Orange Nein Nein  Win/Unix/Mac C++/Python
PARF - Parallel RF Algo- Ja Ja All? F90
Random forest Ja Nein All® F77
Randomforest-matlab Ja Nein All® C/C++
randomForest-R package  Nein Ja All C++/S
Random Jungle Ja Ja*  Win/Unix C++
RT-Rank Ja Ja Unix® C++/Python
Waffles Nein Nein Win/Unix/Mac C++

Weka Nein Nein All* Java

®Ein Kompiler wird vorrausgesetzt

®Nur fur UNIX Rechner vorhanden

Es zeigte sich, dass viele Implementierungen nur klassifizieren konnten und somit die erfolgrei-
che Regressionsimplementierung von Zufallswéaldern nicht anwendbar war. Im Weiteren waren

auch viele Implementierungen in anderen Softwarepaketen integriert und hatten nicht den vollen
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Parameterumfang zu Verfligung. Einige Implementierungen wurden von den Entwicklern modi-

fiziert ohne die genauen Modifikationen zu benennen.

Bei der abschlieenden Empfehlung stellte sich das Programm Random Jungle als eine leis-
tungsstarke Implementierung der Zufallswalder heraus, welche ausreichend dokumentiert ist.
Insbesondere die Mdglichkeit speicherschonend und parallel Daten zu verarbeiten, erlaubt die
Anwendung von Random Jungle auf groRBe Datensédtze wie genomweite Assoziationsstudien.
Die Mdglichkeit bedingte Wahrscheinlichkeiten zu schétzen war in der dargestellten Version
noch nicht moglich, wurde aber im Rahmen der Niederschrift in das Programm implementiert.

Schlussfolgerung

Die Publikation zeigt einen Uberblick (iber die Implementierungen von Zufallswaldern. Ver-
schiedenste Implementierungen von Zufallswaldern wurden aufgezeigt und diskutiert. Ab-
schlieend wurde eine Empfehlung wird fur die R Implementierung randomForest und die
eigenstandige Implementierung Random Jungle gegeben. Beispielcode fiir beide Verfahren
wurde vorgestellt und das breite Anwendungsgebiet von Zufallswaldern diskutiert. Es zeigte
sich, dass Zufallswélder im Bereich der Klassifikation und weniger zu Wahrscheinlichkeits-
schétzung genutzt werden. Auch wurden die Limitierungen, wie zum Beispiel korrelierte Daten
und fehlende Werte aufgezeigt und Ldsungen, wie die bedingten Bedeutsamkeitsmale und das
Importieren von fehlenden Werten beschrieben. Es zeigte sich, dass groRle Datensatze sehr effi-
zient und mit geringer Rechenzeit von Random Jungle analysiert werden kénnen. Insbesondere
liefert Random Jungle fiir genomweite Assoziationsstudien eine einzigartige Moglichkeit des
speicherschonenden Wachstums von Zufallswéldern. Es lasst sich eine eindeutige Empfehlung

fir Random Jungle bei der Analyse von genomweite Assoziationsstudien aussprechen.
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Risk estimation and risk prediction using machine-learning

methods

Kruppa, J., Ziegler, A. und Koénig, I. R. (2012) Risk estimation and risk prediction using
machine-learning methods. Hum Genet 131, 1639-1654.

Methoden

Diese abschlielende Publikation enthélt einen systematischen Literaturiiberblick ber maschi-
nelle Lernverfahren im Kontext von genomweiten Assoziationsstudien. Die Erkenntnisse aus
den vorherigen Publikationen werden nun auf gréRere Datensatze angewandt. Ebenso wird der
Aufbau einer Regel fiir die Klassifikation oder das Schatzen einer Wahrscheinlichkeit, deren
Evaluierung und Validierung vorgestellt. Im Weiteren werden Regression Zufallswélder auf
einen Beispieldatensatz angewandt zum Thema Rheumatische Arthritis. Ein Ziel beim Konstru-
ieren einer Vorhersageregel ist es ein moglichst sparsames Modell zu erhalten. Ein statistisches
Modell ist sparsam, wenn es nach Mdglichkeit nur die informativen Variablen aus den Daten
erhalt, die fir eine Vorhersage der Daten notwendig sind. Ein sparsames Zufallswaldmodel
kann durch eine Rlckwartsselektierung, bei der immer nur ein bestimmter Prozentsatz von

bedeutenden Variablen behalten wird, erméglicht werden.

Uberdies zeigte der Datensatz viele fehlende Werte, was bei einer genomweiten Assoziations-
studie nicht ungewdhnlich ist. Die fehlenden Werte wurden (ber einen gangigen Importierungs-
alogrithmus unter Beriicksichtigung des Kopplungsungleichgewichts erganzt. Ebenso zeigten
sich stark korrelierte Marker, die durch das bedingte Bedeutsamkeitsma beim Wachstum der
Baume gewichtet wurden. Im Weiteren wurden die Daten auf Populationsstratifikation unter-
sucht und abweichende Individuen gefiltert. Auf der Ebene der Marker wurden monomorphe

und Marker mit einer Abweichung vom Hardy-Weinberg-Gleichgewicht ausgeschlossen.

Verschiedene Methoden wurden angewandt um die Wahrscheinlichkeit zu Schétzen an rheuma-
tischer Arthritis erkrankt zu sein. Dabei wurden gangige Methoden im Besonderen mit den Re-
gression Zufallswaldern verglichen. Zum einen wurden die Risikoallele Uber alle Marker bei
jeder Person gezéhlt (Allele count) und zum anderen die gewichteten Marker aus einer
Einzelmarkeranalyse (logOR) bestimmt. Als eine weitere Methode wurde Lasso (eng. ,,least

absolute shrinkage and selection operator), die logistische Regression (LogReg) und die Re-

12



gression Zufallswélder in der Random Jungle Implementierung (RJ-Reg) betrachtet. Dabei stell-
te sich heraus, dass nur Lasso und Zufallswalder in der Lage waren bei groRer Markeranzahl
eine Wahrscheinlichkeitsschatzung zu liefern. Die gangigen Methoden konnten bei groBer

Markeranzahl keine Wahrscheinlichkeiten schétzen.
Ergebnisse

Tabelle 1 zeigt die Ergebnisse der systematischen Literatursuche. Dabei wurden 509 Artikel
identifiziert und nach dem Bewerten der Zusammenfassungen und der Titel schlieBlich 115
relevante Artikel evaluiert. Es zeigte sich das der Median der Marker per Studie bei 39 Marker
lag. Es wurden also bisher sehr kleine Datensdtze untersucht. In den folgenden Analysen stellten
grolRe Markersets auch Probleme an die gangigen Methoden und waren teilweise nicht mehr im
angemessenen Zeitrahmen zu berechnen. Nur zwei Artikel aus der Literatursuche beschrieben
die genomweite Analyse mit maschinellen Lernverfahren und konzentrierten sich auf die Klas-
sifikation. Zusammenfassend lasst sich schliefen, dass viele Artikel nicht klar zwischen Klassi-
fikation und Wahrscheinlichkeitsschatzung formal unterscheiden.

Tabelle 1 Ergebnisse von der PubMed Suche unter
ncbi.nlm.nih.gov/sites/entrez?db=PubMed am 1. September 2011.

Suchterm # Treffer
genome wide association machine learning 41
genome wide association random forest 15
genome wide association support vector 55
genome wide association boost* 24
genome wide association neural network 10
genome wide association logic regression 2
genome wide association MDR 15
snps machine learning 120
snps random forest 35
snps support vector 246
snps boost* 37
snps neural network 51
snps logic regression 21
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In Abbildung 4 finden sich die ROC Kurven von der Wahrscheinlichkeitsschatzung in vier aus-
gewahlten Markersets. Zum einen konnten alle beschriebenen Methoden nur auf die kleinste
Subgruppe angewendet werden, was nur ~0.01% der gesamten Marker entspricht. Insbesondere
die logistische Regression als das Standardverfahren konnte nur in der kleinsten Subgruppe eine
Wahrscheinlichkeitsschatzung liefern. Mit steigender Markeranzahl ist nur die Random Jungle
Implementierung in der Lage gute Ergebnisse zu liefern. In allen dargestellten Marker Sets sind
Zufallswaélder den anderen Methoden zu mindestens numerisch tiberlegen. Die Ergebnisse der
ROC Kurven decken sich ebenfalls fir die Brier Scores (Abbildung 5). Auch hier zeigt sich,
dass Random Jungle der Lasso Methode tiberlegen war.
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> 0.6 > 0.6
‘@ @
5 Method 5
® 044 — Allelecount | ¥ 04+ Method
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0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0
1 - Specificity 1 — Specificity
3.125% (15,835 SNPs) 12.5% (63,334 SNPs)

0.8+

0.6+

Sensitivity
Sensitivity

0.4+

Method

0.2 — Lasso
LogOR
~— RJ-Reg
0.0+
T T T T T T T T T T T
0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0
1 - Specificity 1 — Specificity

Abbildung4 ROC Kurven fur alle Methoden in ausgewahlten Markersets. Allele Count:
Risikoallele Uber alle Marker bei jeder Person, Lasso: least absolute shrinkage and selection
operator, LogOR: gewichtete Marker aus einer Einzelmarkeranalyse, LogReg: Logistische Re-

gression, RJ-Reg: Random Jungle Regression Zufallswalder.
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Abbildung 5 Brier Scores fir Lasso und Random Jungle Regression Zufallswalder fur die
Test Daten.

Schlussfolgerung

In der abschlieRenden Publikation wu merkrden Zufallswélder unter zur Hilfe der Implementie-
rung Random Jungle verwendet um genomweite Assoziationsstudien auszuwerten. Um die gro-
Ren Datenmengen zu verarbeiten und ein sparsames Model zu erreichen werden die Datenmen-
gen rekursive in Kleinere Datensatze, gewichtet nach den bedingten Bedeutungsmalen, aufge-
teilt. Es konnte gezeigt werden, dass Zufallswalder den anderen vorgestellten Verfahren in allen
SNP Sets zu mindestens numerisch Uberlegen waren. Teilweise waren Zufallswélder auf groRe
SNP Sets das einzige, in vertretbarer Rechenzeit, anwendbares Verfahren. Ebenso wurde eine
umfangreiche Literaturiibersicht iber maschinelle Lernverfahren im Kontext von genomweiten
Assoziationsstudien dargestellt. Es stellte sich heraus, dass maschinelle Lernverfahren nur fur
Klassifikation und nicht fur die Wahrscheinlichkeitsschatzung genutzt werden. AbschlieRend
werden Regeln fur das Aufstellen fur die Klassifikation und Wahrscheinlichkeitsschétzung er-

lautert und diskutiert.
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Zusammenfassung

In der einzureichenden Niederschrift werden verschiedene maschinelle Lernverfahren fir die
bedingte Wahrscheinlichkeitsschétzung vorgestellt. Insbesondere werden Regression Zufalls-

walder betrachtet.

In einer Simulationsstudie mit Fall/Kontrollstatus und zwei einfachen Beispieldaten die konsis-
tente Schatzung von Wahrscheinlichkeiten gezeigt. Der zentrale Gedanke der Niederschrift,
dass das Schatzen der Wahrscheinlichkeiten durch maschinelle Lernverfahren als ein Problem
des Schétzens von Wahrscheinlichkeiten durch nichtparametrische Verfahren angesehen werden
kann, wird erldutert. Dabei stellten sich Zufallswalder als eine konsistente und effiziente Me-
thode zum Schatzen von bedingten Wahrscheinlichkeiten heraus. Im Folgenden wurden ver-
schiedene Implementierungen von Zufallswéldern betrachtet, um die Ergebnisse der Arbeit auch

auf gréRere Daten anzuwenden.

Verschiedene Implementierungen von Zufallswaldern wurden diskutiert und eine Empfehlung
die eigenstandige Implementierung Random Jungle gegeben. Es zeigte sich, dass Zufallswélder
mehr zur Klassifikation und weniger zu Wahrscheinlichkeitsschatzung genutzt wurden. Auch
wurden die Limitierungen, wie zum Beispiel korrelierte Daten und fehlende Werte aufgezeigt
und Lésungsansatze wie die bedingten Bedeutsamkeitsmalie und das Importieren von fehlenden
Werten beschrieben. Insbesondere die Mdglichkeit, Random Jungle speicherschonend auch fir
sehr grofle Datensatze anzuwenden, gab dieser Implementierung fir die weitere Arbeit den Vor-
rang. Random Jungle wurde im Rahmen der Niederschrift um die Mdglichkeit der bedingten

Wahrscheinlichkeitsschatzung erweitert.

AbschlieBend wurden Zufallswalder unter zur Hilfe der erweiterten Implementierung Random
Jungle verwendet, um genomweite Assoziationsstudien (GWA). Um die groRen Datenmengen
von GWA-Studien zu verarbeiten und ein sparsames Model zu erreichen, wurden die Daten-
mengen rekursiv in kleinere Datensatze, gewichtet nach der bedingten Bedeutungsmalen, auf-
geteilt. Es konnte gezeigt werden, dass Regression Zufallswélder den anderen vorgestellten
Verfahren in allen Variablen-Sets zumindest numerisch berlegen waren. Ebenso wird eine
umfangreiche Literaturiibersicht iber maschinelle Lernverfahren im Kontext von GWA-Studien
dargestellt. AbschlieRend wurden Regeln flr das Aufstellen fir die Klassifikation und Wahr-

scheinlichkeitsschatzung erlautert und diskutiert.
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